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It is important to obtain the contact force during polishing or grinding processes using a robot to
achieve high quality processing. The frequency of the machining sound was correlated with the contact
force. In this paper, we propose a method for estimating the contact force based on the sound using
a convolutional neural network. Microphones are superior to force sensors in that they reduce the risk
of failure and are less expensive. Mel spectrogram was used for frequency analysis of the sound. The
results of the experiment showed that the contact force was estimated from the sound. When the contact
state was kept constant, the accuracy of the sound-based estimation was better than that of the force
sensor-based.
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1 序論
研磨や研削といった機械加工は様々な製品に対して必要とな

る工程であり，高い技術力が要求される．そのため，熟練職人が
手作業で行っている場合が多い．しかし，機械加工の中には粉塵
など人体に影響を及ぼす厳しい環境での作業が存在し，人材の
確保や育成が困難となっている．そのため，自動化に向けてコン
ピュータ数値制御 (Computer numerical control: CNC)機械に
よる研究が広く行われてきた [1]．機械加工はあらゆる工程で作
業対象との接触が生じ，その接触状態は作業対象が複雑になるに
つれ大きく変化する．接触状態が変化するタスクでは，より自由
度の高い産業用ロボットによる自動化が注目されており [2]，研
磨や研削においても広く研究が行われてきた [3]．特に，研磨加
工において接触力は研磨面の品質に影響を与えるため [4]，接触
力を一定または適した力に制御することが求められる．
一般的に，接触を伴う作業においてはインピーダンス制御 [5]

やハイブリッド制御 [6] などの環境との接触状態を基にした技術
が広く用いられている．これらの技術は制御系を改善することに
よって接触力の制御を実現しているが，その性能は力情報の検知
能力に強く依存する．したがって，力情報の正確な検知に向けた
研究が進められている．反力推定オブザーバ [7]は，オブザーバ
を用いて関節トルクから力情報を検知する手法である．しかし，
この手法では摩擦トルクによるノイズの影響で精度が悪化する．
摩擦を低減させる試みも行われているが，静摩擦の正確な補償は
困難である [8]．力情報を直接検知する手法として力覚センサが
挙げられ，小さい力から大きい力まで幅広い範囲で力情報を検知
するロボット用のセンサが開発された [9]．しかし，力情報を力覚
センサで取得する場合，センサのオフセット値のずれや温度ドリ
フト，ヒステリシスといった問題によって，力情報に誤差が生じ
る．また，加工の種類によってはツールの振動や重量が大きく影
響する．したがって，力覚センサで得られた力情報をそのまま利
用することは正確な力制御につながらない．文献 [10]では，力情
報を周波数解析することで，力情報の誤差に対応した．この手法
では，ニューラルネットワーク (Neural network: NN)を用いた
機械学習に加えメルスペクトログラム (Mel spectrogram: MS)
を特徴量として用いている．この研究は，振動によるノイズが大
きい場合に力覚センサで得られた力の振幅よりも周波数情報の方
が，より正確な外力推定に有効であることを示した．
本研究では，力覚センサの力情報ではなく，マイクで得られる

音情報から力を推定した．力覚センサに対してマイクはツール
の振動の影響を受けず，故障リスクの低減，低価格化が図れると
いった利点がある．マイクは必ずしもロボットのエンドエフェク
タ (End effector: EEF) に取り付ける必要はなく軽量化，セン
サの多重化が可能である．ただし，問題点として混入するノイズ

(雑音)が挙げられる．従来より，音情報は接触を伴うタスクで活
用されている．音は力情報と同様に接触時と非接触時で違いを見
せる情報であり，その違いを研削時の加工音から予測した研究が
ある [11]．切断音から食品を分類した研究では，音のスペクトロ
グラムを特徴量として畳み込み NN(Convolutional NN: CNN)
等を使用することで高い分類精度を示した [12]．また，加工音と
接触力の情報を使用して機械学習を行った研究 [13] などがなさ
れているが，接触状態に応じて変化する音情報から接触力を推定
した研究はなされていない．
本研究では，機械加工の接触時に発生する音情報と接触力に相

関関係があることに着目した．しかし，その関係は非線形である
ため，接触力の予測モデルには NN を用いる．また，音情報に
対して周波数解析を施すことで特徴を抽出し，NNと組み合わせ
る．接触力と音を伴うタスクとして 6自由度マニピュレータを用
いて平面に対して研磨を行った．研磨の音情報から推定した接触
力を評価し，提案手法の有効性を示すことを目的とする．
以下，本論文の構成を述べる．2章では本研究の提案手法につ

いて説明する．続いて 3章で実験方法，4章で実験結果について
述べる．最後に 5章でまとめを記す．

2 提案手法
本研究の提案手法は音情報から接触力を推定することである．

音情報に対するMSを特徴量として同時に取得した力情報を基に
して力を推定する NNモデルを作成した．提案手法の概要を図 1
に示す．本章ではまず，データ収集と音情報の特徴抽出に用いた
周波数解析について説明する．次に研磨の音と力情報の関係につ
いて述べる．最後に予測に使用した NNについて説明する．

Fig.1: Concept of this study
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2.1 セットアップとデータ収集
図 2に実験のセットアップを示す．6自由度マニピュレータの

手先 (EEF) には 6軸力覚センサとグラインダ，マイクを取り付
ける．グラインダは，DREMEL 3000を使用した．このグライ
ンダの回転速度は，167∼533 Hz の範囲で設定が可能である．マ
イクには，無指向性，モノラルの UCAM-C310FBBKを使用し
た．EEFにグラインダとマイクを取り付け，常に 2つの距離を
一定に保ち，音の大きさを一定条件で取得する．音情報はサンプ
リング周波数 44.1 kHzで wavファイルとして収集する．土台型
力覚センサ [14](Board force sensor) 上に置かれた金属板に対し
て研磨を行い，EEFと土台型の各力覚センサによって NNの評
価と学習に使用する接触力を測定する．土台型力覚センサはマニ
ピュレータに直接取り付けられていないため，オフセット値のず
れや振動の影響を受けにくい．EEFおよび土台型の各力覚セン
サのサンプリング時間は 1 msとして力情報を収集する．接触力
は EEFおよび土台型の各力覚センサを用いて px, py, pz方向の 3
次元で得られる．しかし，音情報は 1次元で収集されるため，推
定可能な接触力も 1次元である．そのため，本研究では，pz 方
向の接触力のみを使用する．本研究では，接触時間が 10 sとな
るような位置指令をマニピュレータに与え，接触時間の前後 (各
5 s)の非接触時間を合わせた 20 sの音情報を 1つのデータとし
て接触力の推定に使用する．

Fig.2: Experimental setup

2.2 周波数解析
一般的に，力情報の数値はそのまま機械学習モデルに使用可能

だが，音情報の生データは直接入力データとして基本的に扱われ
ない [13]．そのため，特徴抽出を経て次のプロセスに使用される
ことが多い．特徴抽出の一例が周波数領域を用いることである．
本研究では，音情報の特徴抽出に MS を使用する．MS は音声
処理に関する研究 [15][16] で広く使用されている特徴量である．
MSの算出にはサンプリング周波数を 1000 Hzとして 500 Hz以
下の周波数情報を使用する．サンプリング時間は，1 msである．
音のサンプル数は 1 回の解析に 512 ms を用いて MS を算出す
る．表 1にMSのパラメータを示す．表 1のパラメータを基に
MSは図 3のように時系列 17次元，周波数 64次元で得られる．

Table 1: Parameters of Mel spectrogram

Sample rate 1000 [Hz]

Window length 256 [ms]

Window shift 32 [ms]

Number of channels in Mel filterbank 64

Fig.3: Process of calculating Mel spectrogram

2.3 音と力情報の関係
EEF 力覚センサおよび土台型力覚センサから得られた pz 方

向の力情報を図 4(a)，(b)に示す．また，この時の音情報を図 5
に示す．図 5(a)の音データから表 1に基づいて算出したMSを
図 5(b)に示す．MSは接触力に応じて変化することが確認される．

(a) Force raw data from the
EEF force sensor

(b) Force response of the Board
force sensor

Fig.4: Force information

(a) Sound data from microphone (b) Mel spectrogram

Fig.5: Sound information

図 4(b) の力情報と図 5(b) の周波数のピーク値の関係を図 6
に示す．

Fig.6: Force and peak frequency

周波数のピーク値から推定する場合，力が大きく変動した時に
力の値と周波数のピーク値は非線形の関係となり，線形近似では
誤差が大きくなる．また，ピーク値が高調波に表れる場合は大幅
な誤差が生じる．本研究では，音の周波数情報と接触力に相関関
係があることに着目して，周波数の特徴を幅広い領域で捉えるた
めに機械学習による接触力推定を行った．

2.4 1次元 CNNに基づく予測モデル
表 2 に 1 次元 CNN(1D-CNN) モデルを示す．1D-CNN に

相当する時間遅れ NN(Time delay NN: TDNN) は，音声処理
などに対して使用される機械学習モデルとして広く研究されて
いる [17][18]．本手法で用いた予測モデルは 2 つの畳み込み層
(Conv.1D)と平均プーリング層 (AvgPool1D)，3つの全結合層
(Fc)で構成される．モデルに使用したパラメータを表 3 に示す．
正解ラベルには，土台型力覚センサから得られる力情報を用いた．
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Table 2: 1D-CNN model architecture

Layer Filter size Stride Output size

Input - - (17, 64)

Conv.1D 3 1 (15, 30)

AvgPool1D 2 2 (7, 30)

Conv.1D 2 1 (6, 10)

AvgPool1D 2 2 (3, 10)

Fc - - 30

Fc - - 30

Fc - - 1

Table 3: Parameters of 1D-CNN

Activation function ReLU

Optimizer Adam

Learning rate 0.001

Loss function Mean squared error

Epoch 500

3 実験方法
3.1 制御システム
図 7に制御系のブロック線図を示す．制御系にはインピーダン

ス制御を用いた．位置と力の制御系の外乱を補償するために外乱
オブザーバ (Disturbance Observer: DOB)[19] を使用した．制
御系のパラメータを表 4に示す．

Fig.7: Block diagram of control system

Table 4: Parameters of controller

Proportional gain Kp
diag(700, 700, 150, 1500,

1500, 1500) [1/s2]

Derivative gain Kd diag(70, 70, 120, 80, 80, 80) [1/s]

Force gain Kf diag(0, 0, 0.1, 0, 0, 0) [m/Ns2]

Moment of inertia I
diag(1.58, 1.4, 0.8, 0.182,

0.16, 0.04) [kgm2]

Cutoff frequency of

the derivative filter
g 10 [Hz]

Sample time of

the controller
Ts 0.001 [s]

3.2 データ収集
本節では，研磨時の音と力情報のデータ収集について述べる．

Dataset1は，px − py 平面上の移動を伴わない一か所において，
平面の垂直方向にグラインダを押し当てた状態で研磨を行った際
のデータセットである．Dataset2 は py 軸方向に移動させるこ
とで，移動時の振動や接触力の変動に対する影響を検証するため

のデータセットである．マニピュレータの軌道は再現性が高く,
同じような力情報が得られる．そこで各データセットは接触力が
1∼5 Nの 5パターンのデータで構成した．最大接触力は今回使
用したグラインダとマニピュレータに与える負荷を考慮して 5 N
とした．

Dataset1, 2 を使用して, 条件の違いが接触力の予測精度に与
える影響を検証した．訓練データとテストデータの組み合わせを
表 5 に示す．検証 (a), (b) はそれぞれ訓練データが 75 データ,
テストデータが 25データで構成される．

Table 5: Type of dataset for training and test

Training data Test data

(a)
Dataset1

Dataset1

(b) Dataset2

3.3 性能評価
本研究では，研磨中の接触力を推定するために，研磨の音情報

に対して周波数解析 (sound + MS) と NNを用いることの有効
性を検証した．性能を検証するために，従来研究 [10] で提案され
た EEF力覚センサの力情報を用いた接触力推定モデルと比較を
行った．力の生データをそのまま使用した場合 (force raw)，お
よび生データに対して周波数解析を行うことで得られたMSを使
用した場合 (force + MS) で比較した．図 4(a)に示した EEF力
覚センサの力情報のMSを図 8に示す．MSは接触力に応じて変
化することが確認できる．

Fig.8: Mel spectrogram calculated from force raw data

4 実験結果
4.1 学習結果
テストデータの推定接触力と正解ラベルの土台型力覚センサの

力情報を比較した．その一例として検証 (a)において，soundお
よび force + MSを特徴として CNNを用いて推定した 2 Nの接
触力を図 9に示す．音情報からの推定力は非接触領域および力が
低下した間に正解ラベル (Board force)とほぼ一致している．力
情報からの推定値と比較して，正解ラベルから大きく外れた値は
なかった．

Fig.9: Estimation of contact force

No. 22-2 Proceedings of the 2022 JSME Conference on Robotics and Mechatronics, Sapporo, Japan, June 1-4, 2022

2A2-K06(3)



4.2 性能評価
各特徴量における (a), (b)の平均平方根二乗誤差 (Root mean

squared error: RMSE) の比較を表 6に示す．
Table 6: Comparison of RMSE [N]

sound

+ MS

force

+ MS

force

raw

(a) 0.0395 0.0865 0.0982

(b) 0.198 0.188 0.196

4.2.1 特徴量比較
音および力のMSを特徴量に使用した場合，検証 (a)では force

+ MSよりも sound + MSの方が精度は高く，一定の接触力に
対しては音情報による推定が有効であるといえる．検証 (b)では
精度が低下した．力情報は接触状態の変動を直接検知できるが，
音情報は接触状態が変動してからグラインダを介して間接的に取
得するために，接触状態の変化において精度を相対的に低下させ
たと言える．
また，sound + MS は force raw を検証 (a) で上回り，検証

(b)ではほぼ一致した．従来研究 [10]では，力覚センサの力情報
(force raw) にオフセット誤差が生じた場合，力の推定誤差が大
幅に増加したことを示した．そのような場合には，今回の結果を
踏まえると，force rawよりも sound + MSによる推定が有効で
あると言える．
4.2.2 検証比較
検証 (a) と (b) を比較することで平面上で移動させた場合，

RMSE が大きくなったことが示された．これは移動させたこと
で接触状態の変動が大きくなり，訓練データにほとんど含まれて
いない図 10に示すような接触力が変動する区間が増えたことが
理由である．検証 (b)のようなテストデータに対しての精度向上
には，訓練データの改良が必要である．

Fig.10: Force responses of verification (a) and (b)

5 まとめ
本論文では機械加工において発生する加工音と接触力に強い相

関関係があることに着目し，研磨における音情報の周波数解析に
基づく NN を用いた接触力推定手法を提案した．その結果，接
触状態を一定に保った場合，音情報による推定は力情報の周波数
解析に基づいた場合よりも精度が上回った．また，接触状態の変
動が大きくなると力情報の周波数解析による手法の方が精度は上
回ったものの，力覚センサのオフセット誤差が発生するような場
合には音情報による推定が有効であると考えられる．
音情報と力情報を組み合わせることでより精度の向上が見込ま

れる．これは力制御の安定化に貢献する．また，本論文で使用し
た MS や NN 以外の周波数解析や機械学習を用いることでより
精度の高い推定となる可能性がある．今後，力覚センサに代えて
マイクの音情報によるリアルタイム力推定による制御が実現すれ
ば，低価格化や故障リスクの低減につながり，研磨などの自動化
の促進につながる．
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